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RESUMEN
Las Redes de Nodos de Sensores (WSN por sus siglas en ingles) han tenido un im-

portante implementación en la actualidad, al ser una alternativa para solucionar el alto

impacto ambiental que han generado las redes convencionales. Sin embargo, el proble-

ma que se genera al implementar las WSNs es el cambio de baterías lo que incrementa

su alto consumo e impacto ambiental. La solución que se ha propuesto para reducir el

consumo excesivo de baterías es controlar el consumo enérgetico de los WSN. Este pro-

yecto de tesis presenta una alternativa de funcionamiento de WSN basada en el control

del consumo energético de las WSN mediante el control de envío de datos basado en el

aprendizaje de las IA, tomando como referencia métodos de control de energía como son

el algoritmo WOS y el filtrado de Kalman, con el fin de incrementar el tiempo de vida útil

de la bateria del nodo sensor, para reducir el consumo de baterias, reducir la cantidad

de dispositivos de repuestos utilizados, y reducir el impacto ambiental generado por la

WSN.
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Capítulo 1

Introducción

1.1. Antecedentes

1.1.1. Nodos sensores de red

Los nodos sensores de red (WSN) juegan un rol muy importante en el internet de

las cosas (IoT) ya que son un conjunto de sensores de bajo costo, y de bajo consumo

energético, los cuales entran como una alternativa al crecimiento enorme de las redes

convencionales. Los WSN son comúnmente utilizados para el estudio y recopilación de

datos y pueden operar con dispositivos y estrategias especializadas con el fin de lograr

bajos consumos energéticos. Lo anterior, posibilita que estrategias de cosecha de energía

puedan ser utilizadas para alimentar a los WSNs y prolongar la vida de operación de los

dispositivos sensores [1].

1.1.2. Aplicaciones de las WSNs

Se tienen antecedentes de trabajos con nodos de sensores de red en implementa-

ciones variadas, desde la implementación de nodos de sensores de red para mejorar el

sistema de localización con una mejor cobertura, estableciendo los saltos entre conexio-

nes que hay entre los nodos y su central [2], hasta implementaciones para monitoreo y

seguridad en los mismos nodos [3][4][5]. Otros trabajos buscan proveer una mejor co-

bertura e implementaciones de redes WSN mediante el uso de tecnologías de bajo costo

[6]. Así mismo, se tienen antecedentes de trabajos que han implementado nodos de sen-

sores de red para estimar las variaciones de la tasa de información comprometida en la

1
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multiplexación por división de frecuencia ortogonal, típica en redes inalámbricas de área

local [7], así como también, implementando herramientas de simulación para emular

WSNs [8]. Otros tipos de aplicaciones de importancia para la sociedad basadas en WSNs

pueden encontrarse en [9, 10].

1.1.3. Importancia de cuidar la energía/reservas de energía en nodos

de sensores WSN

Es necesario tener un plan adecuado para la cosecha y/o consumo de energía en los

nodos sensores; es decir, una mala estrategia en cuanto a la operación de los nodos con-

lleva a impactos negativos en la WSN. Por ejemplo, una WSN con una mala estrategia

de operación y de consumo energético impactará en la operación del nodo y a tener un

incremento en el mantenimiento de los nodos sensores haciendo frecuente el reempla-

zo de las baterías utilizadas. Lo anterior incrementaría el deshecho frecuente de pilas o

baterías (induciendo a una alta contaminación ambiental por deshecho de baterías) y a

un incremento en el costo de mantenimiento de la red WSN. Una técnica de adminis-

tración energética que adapta los periodos de muestreo de los nodos sensores puede

encontrarse en [11].

1.1.4. Estrategias de administración energética

Las estrategias de administración de energía, como su nombre lo dice, son métodos

implementados en los dispositivos para mejorar la eficiencia del consumo y/o almacena-

miento energético del mismo. Estas técnicas tienen como objetivo extender el tiempo de

vida útil de los dispositivos, baterías, etc., además de dar un margen de operación/trabajo

mayor al que un dispositivo sin administración estaría sujeto. Las técnicas de administra-

ción energética pueden variar desde el definir calendarizaciones de comunicación de los

dispositivos (muestreo/trasnmisión de dato sensado), hasta proponer administraciones

correctas en el uso de la batería (por ejemplo, poner los nodos en espera o en modo

dormir, entre otros.).

La Fig. 1.1, presenta la calendarización de operación de un dispositivo WNS, la cual consta

de diversos estados de operación. Por ejemplo, el nodo sensor puede iniciar en un estado

2
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de dormido, el cual puede ser de tiempo fijo/uniforme o puede ser adaptativo (dynamic

sleep state) acorde a algún comportamiento de algúna variable de interés; posteriormen-

te, el nodo sensor puede entrar a un estado activo donde podrá adquirir/muestrear las

variables de interés (p. ejemp., temperatura, humedad, CO2, entre otros) o implemen-

tar algún algoritmo de procesamiento. Una vez que este estado ha finalizado, se podrá

transmitir los datos sensados, o la información procesada, para posteriormente entrar

a un estado de dormir de nueva cuenta. Lo anterior, permitirá tener al nodo sensor en

reposo llevando a cabo así el método de administración de energía.

De forma adicional, la estrategia de administración energética puede hacerse más

eficiente a medida de que sea necesario. Por ejemplo, un nodo sensor puede tomar en

cuenta el nivel de reserva de energía de la batería con la cual es alimentado, con la

finalidad de reducir, o extender, los periodos de operación, buscando siempre prolongar

la operación del nodo sensor. Por otra parte, si se tienen técnicas de cosecha de energía,

el nodo sensor puede utilizar la información de la energía cosechada para estimar los

estados de las baterías en el futuro, y con ello, definir esquemas de calendarización

adaptativas para la operación del nodo sensor.

Estado de Sueño
Dinámico Estado Activo Estado TXDPMS

Condicion Ini.

15.6 ns 15.6 ns 15.6 ns 15.6 ns

Estado de Sueño
Dinámico

Tsleep

≈ 5 min a 10 min

Tactive

≈ 240 ms

TTX

≈ 10 ms

Tsleep

≈ 5 min a 10 min

Adquisición de
DATOS

Algoritmo
WOS/Kalman/ANN

Linea del
Tiempo

15.6 ns

TDATA

≈  50 ms

TW

≈  50 ms

Línea del
Tiempo

Figura 1.1: Ejemplo de un esquema de calendarización para implementar una estra-

tegia de administración energética.

3

···~ D D D □··· 
.. ·· -----.. -----..· ... . . 

D D 
H ► 
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1.2. Planteamiento del problema

El uso masivo de nodos sensores de red en la era del IoT conlleva a que éstos tengan

que ser energizados. En este sentido, se presenta un reto considerable debido a que di-

chos nodos deben estar en constante mantenimiento. Específicamente, los dispositivos

de energía, como las baterías, deben ser reemplazadas de manera frecuente generando

un problema de costo, y de forma adicional, un problema de contaminación ambiental.

Por otra parte, nodos sensores que son energizados a través de técnicas de cosecha de

energía, como aquellas basadas en dispositivos TEGs (term..), páneles fotovoltáicos, ra-

fiofrecuencia, entre otros, necesitan de técnicas de procesamiento, las cuales permitan

al nodo sensor operar de forma constante e ininterrumpida.

Dado el reto que implica la energización de nodos sensores de red, será necesario imple-

mentar técnicas de administración energética, las cuales cuadyuven a prolongar la vida

útil de las baterías (o dispositivos de almacenamiento) y con ello cuidar las reservas de

energía en los nodos sensores de red.

1.2.1. Justificación

Actualmente, en la Universidad Autónoma del Estado de Quintana Roo (UAEQROO),

se tiene bajo desarrollo nodos sensores de red para su uso en aplicaciones IoT, los cuales

son energizados mediante técnicas de cosecha de energía (p. ejemplo [12], basadas en

plantas, páneles fotovoltáicos, entre otros). Sin embargo, a pesar de que se realiza un

almacenamiento de la energía cosechada, ésta no se presenta de forma constante a lo

largo del día. En este sentido será necesario implementar técnicas de administración

energética con el objetivo de prolongar la vida útil de las reservas de energía.

1.2.2. Objetivos

Objetivo general

Desarrollar algoritmos de administración energética para mejorar el rendimiento ener-

gético en nodos sensores de red.
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Objetivos específicos

Objetivo 1. Investigar sobre modos de operación en microcontroladores de bajo con-

sumo energético.

Objetivo 2. Investigar sobre estrategias de cosecha y administración de energía para

WSN

Objetivo 3. Implementar técnicas de calendarización de funcionamiento en nodos

sensores para extender el tiempo de funcionamiento del nodo sensor.

Objetivo 4. Redacción del trabajo.

1.3. Metodología

Este trabajo busca proponer soluciones para mitigar el alto consumo energético en

nodos sensores de red para implementar WSNs mediante la propuesta de técnicas al-

gorítmicas y lograr una reducción del consumo energético (también puede interpretarse

como minimizar la carga computacional o procesamiento) del nodo sensor.

La metodología por seguir en este trabajo tiene como base el conocimiento de forma

directa de las reservas de energía existentes en el medio de almacenamiento del nodo.

Por ejemplo, sabiendo la energía disponible en las pilas, o en dispositivos de almacena-

miento de energía como capacitores, se ejecutarán algoritmos de procesamiento para

realizar o establecer la programación de la calendarización a realizar en los eventos pos-

teriores y con ello reajustar los estados de operación de los nodos sensores.

Así, cada vez que el nodo sensor se comunique con los puntos de acceso (dispositivos

gateways) para el envío de información recabada, el paquete deberá incorporar infor-

mación de sus reservas de energía como parte de la información enviada. En la nube o

de forma local, los algoritmos de optimización tomarán en cuenta las variables del esta-

do energético, los consumos de los elementos del nodo sensor y con ello reajustará el

tiempo de calendarización para alargar la vida útil de los nodos sensores bajo operación.
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CAPÍTULO 1. INTRODUCCIÓN

Las actividades específicas propuestas para alcanzar los objetivos establecidos son

los siguiente: Actividad 1: Para alcanzar el objetivo particular 1 se propone lo siguiente:

Realizar una revisión continua del estado del arte de diversos microcontroladores en-

focados al bajo consumo energético. Así mismo, se revisará el estado del arte de diferen-

tes técnicas de administración energética. Los microcontroladores estudiados se elegirán

tomando en cuenta lo siguiente: disponibilidad en el mercado, documentación existente,

herramientas de desarrollo disponibles, entradas, salidas y recursos internos, velocidad,

memoria y consumo energético.

Actividad 2: Esta actividad se enfoca en alcanzar el objetivo 2.

El estudio de estrategias de administración de energía en redes de sensores se reali-

zará de manera continua. Se enfatizará la búsqueda en técnicas basadas en inteligencia

artificial. En esta actividad se considerará adquirir un conocimiento básico del comporta-

miento de carga y descarga de las pilas y/o supercapacitores, así como también, sobre

el consumo energético del nodo sensor.

Actividad 3: Acciones a implementar para lograr el objetivo 3.

Estudiar las técnicas de calendarización para ahorro de energía en microcontrolado-

res y redes de sensores (estados de manipulación de ahorro de energía en microcon-

troladores y sensores). Así también, se seleccionarán e implementarán algoritmos que

no representen una carga computacional adicional y tengan un impacto negativo en los

consumos energéticos del nodo. Por ejemplo, el algoritmo en el nodo sensor pudiera rea-

lizar trasmisión de datos sensados si detectara variaciones significativas en la variable a

medir.

Actividad 4: Acciones a implementar para lograr el objetivo 4.

Redacción del trabajo.
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Capítulo 2

Estudio del estado del arte.

En los últimos años, la visión del término Internet ha estado en constante expansión,

sobre todo en aspectos de la vida cotidiana. Así, con el paso del tiempo, el término de

internet se ha asociado con cosas y ahora se identifica como: IoT. Como el nombre lo

indica, los IoT asocia a los objetos (cosas) a través de internet mediante nodos sensores

inalámbricos (WSN, por sus siglas en inglés Wireless Sensor Networks), haciendo uso de

la red de área local (LAN, por sus siglas en inglés Local Area Network), red de área amplia

(WAN, por sus siglas en inglés Wide Area Network) ó conexión inalámbrica.

En la actualidad el uso masivo del Internet de las cosas, está permitiendo a la sociedad

vivir en un mundo más autónomo, donde los datos recopilados son enviados al usua-

rio, o proveedores de servicio, lo cual frecuentemente ocurre sin ninguna interacción del

usuario. Esta autonomía y envío masivo de datos, por la gran cantidad de usuarios y dis-

positivos IoT conectados a la red, genera un tráfico en el internet volviéndolo inestable y

lento. Además, la gran cantidad de dispositivos IoTs generan un exceso de pilas lo cual la

convierte en una tecnología contaminante. En este sentido, existen algunas estrategias

que se están implementando para volver a esta verde a esta tecnología.

El uso de energías verdes para energizar a estos dispositivos está ayudando a mitigar

el uso excesivo de pilas, permitiendo un uso armonioso entre la nueva tecnología y el

medio ambiente, dando la oportunidad para desarrollar nuevas técnicas de extracción y

almacenaje de energía. Una de las técnicas de cosecha de energía es aquella basada en

la implementación de celdas microbiológicas basadas en plantas P-MFC (Plant-Microbial

7
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Fuel Cell) [12].

Una forma adicional de aumentar el rendimiento energético del nodo es mediante la de-

finición de estrategias de cosecha de energía para energizar a los nodos sensores [12],

además de, la definición e implementación de estrategias de administración energética.

Por ejemplo, la técnica de administración energética definida como estadísticas de orden

ponderado (WOS, por sus siglas en inglés), propone una estrategia de gestión dinámica

de la energía (DPMS por sus siglas en inglés), la cual ajusta dinámicamente el período de

suspensión (ciclo de trabajo) del nodo sensor con base al comportamiento estadístico de

los datos medidos [1].

Mencionando algunas de las técnicas de almacenaje de energía, podemos nombrar

como sustituto de una batería convencional a un capacitor, antiguamente los capacitores

se quedaron atrás en el avance tecnológico que tuvieron, permitiendo que otras tecno-

logías fueran priorizadas como almacenes de energía, dejando al capacitor para usos en

circuitos de muy baja potencia, con el avance tecnológico y las nuevas tecnologías, el

capacitor se ha vuelto un excelente sustituto en estas técnicas, ya que en un capacitor

de la actualidad de 3000 Faradios, con un rango de voltaje de 2.7 Volts. almacena un

promedio de 11 Kilo-Joules, esto le podría permitir a un dispositivo de análisis de bajo

consumo trabajar por 12 horas continuas antes quedar completamente descargado [13].

Tomando esto en consideración se abre el camino a diversas técnicas de implementación

de análisis con redes de sensores de bajo consumo energético.

Una de las técnicas utilizadas para el análisis de los nodos es el que utiliza los autores de

[14] donde generan mediciones simuladas y de campo sobre nodos de sensores de agua

por 3 meses para generar datos para comparaciones y estadísticas, para poder observar

sus funcionamientos, este esquema funciona por un sistema de ciclos entre suspendido

y análisis, para optimizar el consumo de energía del dispositivo, dando lugar a un ciclo

de trabajo generado donde únicamente obtendrá datos de los análisis en determinadas

horas.
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Otra forma alternativa para mitigar su huella de carbón es disminuir el alto consumo

energético de nodos para implementar WSNs mediante técnicas algorítmicas de “compu-

to en la nube” para la reducción de carga computacional en el nodo sensor, es decir, los

datos colectados por el dispositivo IoT se envían a la nube, donde se realizará el análisis

de la información recabada, toma de decisiones y programación de eventos. Este tipo de

procesamiento de datos impacta positivamente en la vida útil de las pilas y/o supercapa-

citores, disminuyendo así el cambio frecuente de dichos elementos.

Además, con el computo en la nube se busca que las WSN sean inteligentes permitiendo

a los usuarios dar comandos básicos para que el sistema tome la mejor decisión de que

es lo que debería hacer en base a la funcionalidad del objeto, es allí donde entra la In-

teligencia Artificial la cual, enseñándole con ciertas condiciones de parámetros, análisis

estadístico, y/o conjunto de datos, que previamente el usuario ha realizado de una toma

de muestreo del comportamiento del sistema, en el cual se implementará, podrá decidir

el comportamiento de dicho sistema o dispositivo, basado en los datos que obtuvo para

su enseñanza, en las cuales no existe un único método, por lo que se debe implementar

el aprendizaje al sistema de la AI con las técnicas que se consideren mas apropiadas,

observando su comportamiento y en base a los resultados deseados se implementara la

mas óptima, tal como se menciona en el libro de MathWorks sobre inteligencia Artificial

"No hay un mejor método o una talla única para todos. Encontrar el algoritmo correcto es

en parte solo ensayo y error, incluso los científicos altamente experimentados no pueden

saber si un algoritmo funcionará sin probarlo, pero la selección del algoritmo también

depende del tamaño y tipo de datos con los que está trabajando, la información de la

que desea obtener los datos y cómo se usarán esos conocimientos" [15].

Avanzando con el sistema de aprendizaje, tomando en cuenta los múltiples métodos

de programación que el usuario puede utilizar, se puede profundizar mas en el modelo

de la arquitectura del sistema de la IA, dando lugar a un aprendizaje profundo (Deep

Learning o DL por sus siglas en inglés) aquí la estructura de procesos dependerá com-

pletamente de la programación del usuario, ya que se asemejara a lo que vendría siendo

una red neuronal para el aprendizaje y comportamiento del sistema. Una red neuronal
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profunda combina múltiples capas de procesamientos no lineales, utilizando elementos

simples que operan en paralelo e inspirados por el sistemas nerviosos biológicos. Con-

siste en una capa de entrada, varias capas ocultas y una capa de salida. Las capas están

interconectadas a través de nodos, o neuronas, con cada capa oculta utilizando la salida

de la capa anterior como entrada [16].

Se debe tener en cuenta para el aprendizaje de las IA independientemente del siste-

ma que se elija para el aprendizaje, no sera únicamente un conjunto pequeño de datos,

para in refinamiento mas fino sobre las decisiones que tomara por si misma, se necesitan

cientos incluso miles de datos de muestra para el sistema, desde Megabytes, hasta Te-

rabytes de datos, con el objetivo de darle un mayor panorama del objetivo que queremos

obtener, por lo que la minería de datos (Data Minning o DT por sus siglas en ingles) se ha

vuelto parte vital del sistema de la IA ya que por consiguiente los usuarios se han adap-

tado a la obtención masiva de datos para su funcionamiento y en conjunto con ello han

ido perfeccionando el algoritmo que se maneja en el sistema, no hay que olvidar, que

al final es un algoritmo el cual estamos optimizando para que pueda aprender y tomar

decisiones por si mismo.

La complejidad de la programación de la IA a menudo se divide en dos partes: la com-

plejidad de la formación y la complejidad de aplicar un algoritmo de entrenamiento. El

entrenamiento generalmente no es rápido y no aplica en tiempo critico, por lo que puede

tomar más tiempo, factor en el que influye todos los elementos obtenidos para la imple-

mentación, sin embargo, a menudo queremos una decisión sobre un punto de prueba

rápidamente, y hay potencialmente un montón de puntos de prueba cuando un algorit-

mo está en uso, por lo que este necesita tener un bajo costo computacional [17].

Los dispositivos se estarán comunicando entre si cada determinado tiempo según in-

dique la evaluación de los datos obtenidos a lo largo del análisis, la IA determinara a

cada dispositivo, que pueden ir desde cientos hasta miles de nodos de sensores, en que

momento sera necesario la comunicación entre ellos.

Por otro lado, para dar soporte a la gran densidad de dispositivos que se comunican entre
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sí, es necesario usar una tecnología para ayudar a que el tráfico de datos sea eficiente,

ya que las tecnologías tradicionales como LAN, WLAN y red celular no son suficientes

para este tipo de casos. Por lo que varias tecnologías se han desarrollado para ayudar a

resolver este problema. Algunas de las cuales utilizan la infraestructura ya existente de

tercera generación como es Evolución a largo plazo (LTE, por sus siglas en inglés Long

Term Evolution), mientras que otros dependen de tecnologías patentadas. Las tecnolo-

gías que utilizan la infraestructura LTE incluye red del internet de las cosas de banda

estrecha (NB-IOT, por sus siglas en inglés Narrowband- Internet of Things) y comunica-

ción mejorada de tipo máquina (eMTC, por sus siglas en inglés enhanced machine-type

communication), mientras que las tecnologías que se basan en patentes se encuentran

SigFox y las redes de largo alcance (LoRa, por sus siglas en ingles). Todas estas tecnolo-

gías están categorizadas bajo la etiqueta de redes de baja potencia y área amplia (LPWA,

por sus siglas en ingles Low Power Wide Area Network).

Las redes SigFox y LoRa son conveniente para el IoT ya que se pueden mantener al

usuario comunicado con su red privada, reduciendo el alto consumo que tienen los obje-

tos en la actualidad, optimizando el funcionamiento de la red.

Por otro lado, la red IoT se considera una red de Internet de las cosas de banda estrecha

o NB-IoT cuando se envían tasas pequeñas de datos en periodos de tiempos largos, esto

ahorra energía, consumo, entre otros factores.

En la Tabla 2.1 se muestra las características importantes de las diferentes tecnologías

de conectividad.

Tabla 2.1: Características de diferentes tecnologías de la comunicación.

Te
cn

ol
og

y

Wireless Technologies

(Short Range)(Operates in

License Exempted Band)

LPWAN Technologíes (Low Range)

Non 3GPP Unlicensed 3GPP Licensed

Continued on next page
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Tabla 2.1: Características de diferentes tecnologías de la comunicación. (Continued)
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ee
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e
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R
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E
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W
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g
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E
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E
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G
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M
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N
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R
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g
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3-10 km

(URBAN)

30-50 km

(RURAL)

15 km

(URBAN)
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(URBAN)

~11 kms ~15 kms 10-15 kms

B
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d
w
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2 MHz 22 MHz 2.4 GHz

ISM

band

Each

channel

has 1

MHz

- 500 KHz

(channel

band-

width of
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100 Hz 1MHz 12.5

KHz

1.08

MHz(1.4

MHz

carrier

bandwidth)

200 KHz 180 KHz

(200 KHz

carrier

bandwidth)

Fr
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u
en
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B
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d

868

MHz,
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MHz, 2.4

GHz

2.4

GHz/ 5

GHZ
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band
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channel
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1 GHz
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D
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a
R
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Continued on next page
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Tabla 2.1: Características de diferentes tecnologías de la comunicación. (Continued)
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u
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h
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u
t

250

Kbps

802.11n

600

Mbps

0.27

Mbps

40 Kbps ~50Kbps Ultra-Low

~100 bps

30 Mbps - 1Mbps 10 Kbps ~150 Kbps

M
od

u
la
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Continued on next page
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Tabla 2.1: Características de diferentes tecnologías de la comunicación. (Continued)
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Continued on next page

14



Universidad Autónoma del Estado de Quintana Roo

Tabla 2.1: Características de diferentes tecnologías de la comunicación. (Continued)
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Estas técnicas que se han implementado para el control de estos dispositivos, con el
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avance de la tecnología, han implementado algoritmos de programación cada vez más

novedosos, integrando técnicas como el aprendizaje automático e inteligencia artificial,

sin embargo dichos algoritmos de igual manera han tenido un crecimiento en consumo

exponencial por lo que requieren de aplicaciones de optimización de algoritmos con el

objetivo de reducir los tiempos de ejecución que los trabajos que ira ejecutando el sis-

tema por tareas, para así aumentar la calidad del producto final y tener una mejora en

funcionalidad y eficiencia de los dispositivos que estaban conformados por la red de sen-

sores.

La gran mayoría de los problemas de optimización con implicaciones en ciencias, inge-

niería, economía y negocios son muy complejos y difíciles de resolver, bajo estas circuns-

tancias los métodos de cómputo evolutivo se han vuelto una solución alternativa, los

cuales son considerados herramientas genéricas de optimización que pueden resolver

problemas muy complejos caracterizados por contar un espacio de búsqueda demasiado

grande, dichos métodos permiten resolver problemas de una manera rápida y robusta,

además, en comparación a otros algoritmos heurísticos, las técnicas de cómputo evolu-

tivo son más simples de diseñar e implementar [18].

Partiendo de todo lo anterior, nace la necesidad de la implementación de técnicas pa-

ra control, administración y optimización de la energía en los WSN, para ello nacen di-

ferentes técnicas de extracción de la misma, con el objetivo de mantener el equilibrio

entre energía verde e innovación, esto en conjunto con la búsqueda de diferentes formas

de almacenamiento de la misma, estas diferentes técnicas de administración energética

pueden variar según la situación a la cual los WSN estén expuestos. Un claro método

alternativo seria el caso de la bioelectricidad generada por las plantas, la cual representa

una solución adecuada para sistemas SRI-WSN, y anteriores, los estudios han analizado

el uso potencial de plantas en su lugar de baterías para el funcionamiento sostenible de

los auto-alimentados IoT-WSNs. Además, el desarrollo de técnicas de gestión de ahorro

de energía son necesarias para mejorar el rendimiento energético de los nodos de sen-

sores basados en EH para garantizar que haya suficiente energía almacenada para la

adquisición y transmisión de datos [1].
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Hoy en día, la sostenibilidad energética sigue siendo uno de los principales retos para

operar estructuras de red basadas en IoT en el largo término. En el caso particular de

la contaminación acústica urbana en las ciudades, los nodos WSN se implementan en

entornos hostiles y debe trabajar el mayor tiempo posible sin interrupción. Para resolver

el problema de la capacidad limitada de dispositivos de almacenamiento de energía de

uso común (por ejemplo, baterías), se pueden aprovechar diferentes fuentes de energía

renovable (solar, viento y vibraciones electromagnéticas y mecánicas).

Otra opción de fuente de energía, relativamente inexplorada en la literatura; es la pi-

la de combustible microbiana vegetal (P-MFC), que genera bioelectricidad a través de la

actividades de rizo-deposición y foto-sintética en la región radicular de una planta. Estu-

dios recientes demuestran que los P-MFC puede generar suficiente energía para sostener

el funcionamiento de largo alcance Dispositivos WSN basados en LoRa. Por lo tanto, la

vida útil de WSN puede extenderse utilizando sistemas de recolección de energía (EH),

logrando una operación sostenible de la red IoT. Sin embargo, aunque los sistemas EH

han aumentado la vida útil de operación de los WSN, todavía hay oportunidades abiertas

en la implementación de mecanismos de ahorro de energía frente a la generación de

energía intermitente o para ampliar los recursos energéticos de los sistemas desarrolla-

dos. Algunas técnicas de ahorro de energía para aplicaciones de IoT se han abordado en

distintos proyectos realizados: por ejemplo, varios algoritmos de muestreo adaptativo se

han utilizado para ajustar el nodo del sensor y la frecuencia de muestreo según la energía

disponible en el sistema [19].

Una vez que las problemáticas existentes en la administración energética de los nodos

WSN han sido presentadas, en este trabajo se desarrollan tres técnicas de administración

de energía como alternativas de uso en nodos sensores de red, éstas son: 1) Algoritmo

de orden ponderado (WOS por sus siglas en ingles, Weighted Order Statistic Algorithm),

2) Estrategia de gestión dinámica de energía de Kalman y 3) Técnica de administración

energética basadas en Redes Neuronales.
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2.1. Algoritmo de WOS

El algoritmo estadístico de orden ponderado es un algoritmo que trabaja con ecua-

ciones estadísticas el cual recibe un conjunto de datos a analizar (en este trabajo, datos

del análisis de la medición de la variable temperatura a utilizar en la fase de diseño y los

datos del análisis del consumo energético del sistema para la fase de pruebas). Así mis-

mo, es necesario calcular una distancia euclidiana de los datos recibidos con la finalidad

de realizar una clasificación acorde a las clases que se tengan definidas en el algoritmo

WOS. Este algoritmo trabaja con vectores de datos de tamaño M, y que es necesario

calcular su mediana acorde a Ec. (2.1)

ζ =medn(W), (2.1)

donde W representa el vector ya ordenado de mayor a menor, del cual se obtendrá la

mediana; posterior a ello, se deberá obtener el valor absoluto de la diferencia de cada uno

de los valores del vector menos la mediana resultante. Los valores resultantes deberán

ser almacenados y sumados cuadráticamente como es expresado en Ec. (2.2) y Ec. (2.3).

Δ = |(W − ζ)| (2.2)

ε = (Δ)2 (2.3)

Como último paso del algoritmo WOS se deberá calcular el valor absoluto de la di-

ferencia entre los datos a priori y la sumatoria obtenida en (2.3), esto se expresa en la

Ec.(2.4).

ρ = |W − ε| (2.4)

El vector resultante ρ contendrá las distancias con las que el algoritmo tomará una

decisión (cerrando como un esquema de optimización) con la finalidad de realizar una

clasificación de tiempo de trabajo de los dispositivos.
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2.2. Estrategia de gestión dinámica de energía de Kalman

La estrategia de gestión dinámica de energía de Kalman o algoritmo de Kalman (DPMS

por sus siglas en ingles, Kalman Dynamic Power Management Strategy) estima el ruido

que genera los datos entrantes de un dispositivo inalámbrico, posteriormente genera

una clasificación de la variación del mismo, y con base a los resultados de este mismo,

se puede determinar los ciclos de trabajo que tendrá los sistemas inalámbricos o dispo-

sitivos WSN ya que en muchos casos se utilizan nodos sensores de red para recolección

de datos. El algoritmo DPMS basado en Kalman puede ser implementado directamente

en el MCU del dispositivo, con el objetivo de administrar correctamente los tiempos de

trabajo, optimizando la precisición de los resultados de clasificación.

Con esto en mente, el MCU le pueden ordenar con mayor eficacia a los dispositivos

LoRa o dispositivos de radio, los cambios que tendrá entre sus fases de standby, trans-

misión y sleep, ahorrando la mayor cantidad de batería posible, y optimizando el tiempo

de vida útil de la batería del dispositivo o nodo de sensor de red. Cabe señalar que el

algoritmo de Kalman trabaja con datos matriciales, a diferencia del algoritmo WOS que

trabaja con vectores. El algoritmo de Kalman es capaz de analizar matrices para obtener

una mayor precisión en la variación de la clasificación de los tiempos de sueño (sleep)

con la finalidad de que varias variables sensadas (p. ejemp., temperatura, humedad,

CO2, entre otros.) puedan ser tomadas en cuenta por el algoritmo a la hora de realizar la

clasificación. Es decir, este algoritmo puede considerar realizar la clasificación de sueño

utilizando múltiples variables de entrada.

El algoritmo DPMS basado en Kalman considera la Ec. (2.5) y (2.6):

b−
k
= Fbk−1 + qk−1 (2.5)

yk = Hbk + rk (2.6)

donde b−k es el vector de estado en el paso k, y es el vector de salida (medición), F, H

son el estado y las matrices de transferencia de observación, respectivamente, qk es la

dinámica de ruido de proceso, y rk es el ruido de medición producido por sensores y

condiciones externas. Así, los datos de Kalman a priori se aprecian en la Ec. (2.7).
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Eqk = Erk = 0 (2.7)

Debido a que las matrices necesarias sean de covarianza, qk y rk quedan tal cual se

aprecia en la Ec. (2.8):

E{qkqTk} = Qk, E{rkrTk} = Rk (2.8)

A partir de este punto, Kalman estima el estado del proceso en algún momento k y

luego obtiene la retroalimentación a través de mediciones.

Las ecuaciones específicas para la actualización de estados se pueden apreciar en la

Ec. (2.9) y la Eq. (2.10).

b−
k
= Fbk−1 (2.9)

P−
k
= FPk−1F + Qk−1 (2.10)

Además, la estrategia de Kalman utiliza una serie de ecuaciones, para modificar la

ganancia de forma activa y actualiza los valores de estimación que utiliza para su predic-

ción, las cuales se pueden observar en Ec. (2.11), Ec. (2.12) y Ec. (2.13).

Gk = P−
k
HT[HP−

k
HT + Rk]−1 (2.11)

bk = Fb−
k−1 + Gk(yk − Hb−k ) (2.12)

Pk = P−
k
− P−

k
GkH (2.13)

Donde = P−k es el error de estimación de la covarianza a priori, y Gk es la ganancia

al minimizar el valor Pk posterior al cálculo del error de covarianza, cabe mencionar que

la Ec. (2.11), Ec.(2.12) y Ec. (2.13) trabajan en un ciclo el cual optimiza conforme a la

matriz entrante.
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2.3. Algoritmo de red neuronal (ANN)

En el mundo, con la tecnología actual, es posible entrenar sistemas que, con el apren-

dizaje adecuado, puedan generar hipótesis con los datos entrantes, para posteriormente

predecir los posibles resultados. La bondad que ofrece el sistema de una red neuronal

es que con un costo computacional considerado, puede dar resultados más precisos con

base a los datos entrantes en el tiempo; para ello, se debe tener una base de guía o

entrenamiento.

Existe un gran número de algoritmos de aprendizaje para una red neuronal, los cua-

les se pueden clasificar entre lineales o no lineales. Un sistema lineal es conocido por

ser un sistema supervisado, es decir, se conoce tanto sus datos de entrada, y es preciso

en la relación con sus datos de salida en el aprendizaje, por lo que siempre va seguir el

camino indicado, los sistemas no lineales a diferencia, son conocidos como sistemas no

supervisados, ya que pueden conocer los parámetros a los cuales esta asociado, pero no

conocen los posibles resultados, por lo cual, el sistema tiene que realizar una estimación

al punto ideal.

Las aplicaciones de las redes neuronales empezaron desde hace mas de 50 años, con

la motivación para los científicos de usar las maquinas de manera eficiente, delegándole

tareas que usualmente los humanos tienen que completar y resolver, utilizando reglas y

procedimientos que usualmente los humanos no aplicarían.

Actualmente los conceptos de aprendizaje a través de una red neuronal se han aplicado

en diferentes campos, el mas utilizado es el de machine learning donde aplica una serie

de algoritmos iterativos para predecir un posible resultado a partir de un valor entrante,

esto con el objetivo de ahorrar complejidad en el algoritmo bajo desarrollo, tiempo de

trabajo y optimización de resultados.

Las redes neuronales trabajan utilizando neuronas, donde, la neurona mas simple recibe

durante su entrenamiento uno o mas datos (p. ejemp., datos de variables de entrada

y datos de salida del sistema), y el resultado obtenido a partir del mismo, para que al
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recibir datos de prueba, éste entregue una predicción/estimación de resultados.

Estos modelos usualmente son conocidos como nodos. Estos nodos reciben entradas

de datos con un peso w asociado, que se puede modificar para modelar el aprendizaje

sináptico. La unidad calcula la función ƒ de la suma ponderada de sus entradas, tal como

se aprecia en la Ec.(2.14) :

y = ƒ (
∑

j

jyj) (2.14)

La sumatoria que se aprecia en la Eq. (2.14) se le conoce usualmente como net input

a la unidad i, usualmente se escribe como net. En la misma ecuación la variable j hace

referencia al peso de la unidad j a la unidad , y la función ƒ es la función de identidad,

donde sus salidas, dependiendo de sus entradas pueden ser simples, hasta datos mate-

máticos enviados por paquetes a través de la red. (ver Fig. 2.1).

Figura 2.1: Ilustración de funcionamiento de una neurona.

Debido a que la red neuronal es un predictor, puede tener un cierto margen de error

en la precisión que tendrá. Para que las redes neuronales sean buenas predictoras, se

elaboró una función la cual se define como función de perdida, o de error (comúnmente

definida con la letra E), a partir de los parámetros del modelo. Una de las opciones mas

populares es la función “sum squared-error” (o suma de los errores cuadráticos) la cual
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se puede apreciar en la Eq. (2.15):

E =
1

2

∑

p

(tp − yp)2 (2.15)

Eq. (2.15) es la suma sobre todos los puntos  en nuestro conjunto de datos de la

diferencia al cuadrado entre el valor objetivo y la predicción del modelo y, calculada a

partir del valor de entrada . Para un modelo lineal, el “num scuared-error” es una fun-

ción cuadrática de los parámetros del modelo. La función de pérdida E nos proporciona

una medida objetiva del error predictivo para una elección específica de los parámetros

del modelo. Por lo tanto, podemos reafirmar nuestro objetivo de encontrar el mejor mo-

delo (lineal) como encontrar los valores para los parámetros del modelo que minimizan E.

En los modelos lineales, la regresión lineal les proporciona una forma directa de calcular

los parámetros óptimos del modelo, pero hay que tener en cuenta que es únicamente

para modelos lineales. En caso de que sea un modelo no lineal se puede utilizar el méto-

do de gradiente descendente.

A partir de este punto, el método utilizado para calcular el peso variará dependiendo

del tipo de red neuronal que se tenga, puede ser un método simple para una red de una

entrada y una salida, pero para redes con n entradas con m salidas, el método varía. Así

mismo, puede variar de 1 hasta n capas, y las estructuras y resultados variarían según

el método. En las redes neuronales no existe un método perfecto, se selecciona a partir

de prueba y error el mejor método posible para la situación en la que se encuentre; tal

vez se tenga una red de 3 entradas con 2 salidas y una capa oculta, el método de gra-

diente daría un error de 1 % pero con el método de backpropagation es posible alcanzar

un 0.8%. Estas diferencias pueden parecer no significativas, pero para redes neuronales

que analizan millones de datos para su entrenamiento, esa diferencia puede significar

alcanzar mejores resultados en cuanto a precisión.
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2.3.1. Clasificador de vecino más cercano a fit k

El método de algoritmo de vecinos mas cercanos a K (Abreviado K-nn por sus siglas en

ingles “K-nearest neighbors”) es un algoritmo diseñado para machine learning basado en

instancias. K-nn es de tipo supervisado, lo que significa que requiere de datos para reali-

zar el proceso de aprendizaje y prueba del mismo. Puede ser usado para evaluar nuevas

muestras de los datos relacionados, o para realizar predicciones de los datos entrantes,

similar a las funciones que se tienen en los aprendizajes de regresión lineal.

Como su nombre lo dice, el algoritmo K-nn trabaja buscando similitudes con base a las

cercanías que tuvo durante su aprendizaje; es decir, que asociará las muestras entrantes

en relación a la clasificación de orden de las muestras que obtuvo durante su entrena-

miento. Debido a esta característica, con forme el algoritmo trabaja con mayor cantidad

de datos, es capaz de mejorar su propio aprendizaje, realizando relaciones con mayor

precisión.

A diferencia de su algoritmo hermano “K-means” el cual es un algoritmo no supervi-

sado, que trabaja con grupos que va creando en su aprendizaje, el algoritmo "K-nn"va a

trabajar únicamente con los puntos o "vecinos"que el usuario define al inicio del entre-

namiento con los datos de muestras entrantes.

Gracias a su método de aprendizaje, el cual no se basa explícitamente en un modelo,

sino en la memorización de los datos obtenidos con las muestras previamente como ba-

se para su conocimiento, el algoritmo K-nn se vuelve una herramienta muy práctica y la

mejor para el uso de detección de anomalías y para sistemas de recomendaciones. Así

mismo, gracias a sus características, se convierte en un algoritmo de fácil implementa-

ción y de un fácil y rápido entendimiento para sus aplicaciones; pero, como el mismo

algoritmo no usa los sistemas (formas de entrenamiento) que aplican para los aprendi-

zajes como el de regresión lineal", sino que considera directamente el dataset para su

entrenamiento, el costo computacional se eleva a diferencia de sus semejantes. Sin em-

bargo, aumenta su precisión (mayor complejidad computacional, pero mayor precisión).

El principal problema del algoritmo k-NN es encontrar el valor de k con el que obten-
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gamos un mayor rendimiento al clasificar. Generalmente se utiliza una técnica conoci-

da como cross validation. Esta técnica consiste en dividir el conjunto de entrenamiento

(train) en distintas partes. Por ejemplo en 5 partes, y con éstas, clasificar a cada una de

ellas mediante k-NN con los valores de k que se requieran y utilizando las otras 4 partes

como conjunto de train. De este modo tendremos el rendimiento de k-NN con todos los

valores de k para cada una de las 5 particiones que hemos hecho del conjunto de train

original. Haciendo la media de esos rendimientos obtendríamos el valor de k con el que

mejor rendimiento se obtiene y lo utilizaríamos para clasificar cualquier nuevo ejemplo.

Sin embargo, existe otra técnica que no clasifica con el mismo valor de k cada nuevo

ejemplo, sino que la k con la que clasificaremos a un nuevo ejemplo vendrá determinada

en función de distintos parámetros como por ejemplo cuáles son sus vecinos más cerca-

nos [20].

2.3.2. Retropropagación de Levenberg-Marquardt

Las ANN utilizan los algoritmos de retropropagacion para realizar entrenamientos en

paralelo y mejorar la eficiencia de una red de multicapas. Las técnicas de retropropaga-

cion son las más populares, fáciles de aprender y muy efectivas de utilizar en ANN de

múltiples capas.

Una retropropagación es una técnica de aprendizaje supervisado que se basa en el mé-

todo de gradiente Descendiente (GD) que busca minimizar el error de la red al bajar el

gradiente de la curva de error.

Una técnica ampliamente utilizada de aprendizaje para redes neuronales es la retro-

propagación de Levenberg-Marquardt (Levenberg-Marquardt backpropagation), la cual

es una técnica que actualiza los valores de peso y sesgo de la red neuronal de acuerdo

con la optimización requerida. Al igual que los métodos cuasi-Newton, el algoritmo de

Levenberg-Marquardt fue diseñado para acercarse a la velocidad de entrenamiento de

segundo orden sin tener que calcular la matriz de Hesse o dicho de otra manera, que

puede igualar la velocidad de entrenamiento unicamente usando el vector gradiente, si-
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milar a la velocidad de una red entrenada utilizando la gradiente y la matriz de Hesse.

Cuando la función de rendimiento tiene la forma de una suma de cuadrados (como es

típico en el entrenamiento de redes feedforward), entonces la matriz de Hesse se puede

aproximar como se aprecia en la Ec. (2.16).

H = JT ∗ J (2.16)

Así mismo, es posible calcular la gradiente como se aprecia en la eq.(2.17) .

g = JT ∗ e (2.17)

Donde J es la matriz jacobiana que contiene las primeras derivadas de los errores de red

con respecto a los pesos y sesgos, y e es un vector de errores de red. La matriz jacobiana

se puede calcular a través de una técnica estándar de retropropagación que es mucho

menos compleja que calcular la matriz de Hesse [21].

El algoritmo de Levenberg-Marquardt utiliza esta aproximación a la matriz de Hesse como

se aprecia en la eq. (2.18) de forma similar a la de Newton.

Xk+1 = Xk − [ JT J + μ]−1JTe (2.18)

Cuando el μ escalar es cero, esto es solo el método de Newton, utilizando la matriz

hessiana aproximada. Cuando μ es grande, esto se convierte en gradiente descendiente

con un tamaño de paso pequeño. El método de Newton es más rápido y más preciso cerca

de un mínimo de error, por lo que el objetivo es cambiar hacia el método de Newton lo

más rápido posible. Por lo tanto, μ disminuye después de cada paso exitoso (reducción

en la función de error). De esta manera, la función de que calcula el error siempre se

reduce en cada iteración del algoritmo [21].
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Etapa de diseño

Para la etapa de diseño de los algoritmos de estrategias de administración de ener-

gía, tres algoritmos fueron considerados: 1) Algoritmo WOS, 2) Algoritmo de filtrado de

Kalman, y 3) Estrategia basada en redes neuronales. Ésta última se diseñó utilizando 2

métodos de aprendizaje (K-NN y LM-Backpropagation).

Como actualización de los algoritmos de WOS y Kalman previamente diseñados, éstos

fueron modificaron para considerar además de los valores entrantes como temperatura,

humedad, ruido, etc. consideren el porcentaje de carga de la batería para realizar la

clasificación.

Matlab versión “2018a” ha sido utilizado para realizar la implementación de los algo-

ritmos WOS, filtrado de Kalman y realizar el aprendizaje de la red neuronal.

3.1. Diseño del algoritmo DPMS basado en WOS

Para el diseño e implementación del algoritmos WOS se propuso el diagrama de flujo

que se aprecia en la Fig. 3.1. Sin embargo, para poder realizar la descripción del funcio-

namiento del algoritmo de forma detallada, éste se dividió en secciones, las cuales serán

descritas con la ayuda de la Figura 3.2 a la Figura 3.7.

Ahora podemos iniciar explicando el diagrama de flujo utilizando la sección que se

aprecia en la Fig.3.2, la cual es la encargada de configurar o establecer las clases que se

tomarán en cuenta para realizar la clasificación a través de WOS; es decir, los ciclos de

sleep o sueño del microcontrolador o dispositivo a implementar el DPMS mediante WOS.

Así mismo, en esta sección se recibe la configuración del vector de datos W a analizar
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Inicio

Declaramos clases:
Ejemplo
C1=5
C2=10
C3=15
C4=20

C5=25

Declaramos tamaño de vector entrante W (se
recomienda tamaño 5 o 10)

Adquisición de datos y
asignación a Vector W

Ordenamos de mayor a menor el vector W
W_Ord=sort(W)

Calculamos la mediana del vector ordenado
Zetha=mediana(W_Ord)

obtener el valor absoluto de
cada elemento del vector Menos

la media obtenida
Delta=abs(W_Ord(i-n)-Zetha)

elevamos cada resultado obtenido
de la resta al cuadrado y

realizamos la sumatoria de los
mismos

Epsilon=Epsilon(i-n)+Delta^2

Quedan valores
 dentro del 

vector W_Ord?

(i-n)representa la posicion
actual de cada uno de los

valores del vector

si

no

Quedan valores 
dentro del vector Épsilon por

sumar?

si

no

Obtenemos el valor absoluto de la diferencia
entre los datos a priori y la sumatoria epsilon

Rho= abs(M - Epsilon);

Quedan valores por
evaluar?

si

no
el mínimo de Rho para

saber cual fue la variación
(distancia euclidiana)
variacion= min(Rho)

Comparamos con las diferentes clases
aplicando la técnica que el usuario decida

(if, switch, etc):
Switch (variacion>clases(C))

Almacenamos resultados
en un vector de tamaño

indefinido para su
apreciacion

A

B

C

D

E

F

Figura 3.1: Diagrama de flujo de algoritmo WOS implementado.

y clasificar (por ejemplo, datos de temperatura, humedad relativa, ruido, entre otros.).

Se tiene para ser configurado con valores de 5 o 10.

Posterior a ésto, como se puede observar en la Fig. 3.3 se recibe el vector de datos de

entrada a analizar. Los datos se almacena en un vector designado “W”; sin embargo, el

nombre del vector puede ser definido como el usuario desee. Posterior a ello, se ordena

de mayor a menor y se almacena el resultante en un nuevo vector, en este caso llamado

“W_ord" acorde a lo explicado en la sección 2.3.

Una vez que se tiene el vector ordenado, se calcula la mediana del vector “W_ord"

resultante. La mediana es almacenada en la variable definida con el nombre “Zetha”. En

cuanto a la implementación de este proceso mediante Matlab, ésto es logrado utilizando

el comando “median(vector a obtener la mediana)”.

Se comenta que los nombres utilizados en las variables hasta el momento fueron ele-

gidos con la finalidad de mantener una mayor relación posible con los nombres simbólicos
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Inicio

Declaramos clases:
Ejemplo
C1=5
C2=10
C3=15
C4=20
C5=25

Declaramos tamaño de vector entrante W (se
recomienda tamaño 5 o 10)

A

Figura 3.2: Sección 1 del diagrama WOS donde se define los valores fijos.

que se expresan en la Eq. (2.1).

Adquisición de datos y
asignación a Vector W

Ordenamos de mayor a menor el vector W
W_Ord=sort(W)

Calculamos la mediana del vector ordenado
Zetha=mediana(W_Ord)

A

B

F

Figura 3.3: Sección 2 del diagrama WOS donde se cumple la Ec. (2.1).
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Posterior al cálculo de la mediana, se procede a la realización de Eq.(2.2) como se

aprecia en la Fig. 3.4. En la sección 2.2 fue explicado que se debe obtener el valor abso-

luto de la diferencia de cada uno de los valores del vector menos la mediana resultante

(la cual almacenamos en la variable “Zetha”). Lo anterior se implementa mediante un

ciclo encargado de recorrer las posiciones del vector ordenado “W_ord" y restando el

valor de la mediana definida previamente como “Zetha”. El resultado es almacenado

en un nuevo vector definido como “Delta” acorde a lo definido en la Eq. (2.2). Finalmen-

te, “Delta” es actualizado para contener solamente los valores absolutos; en Matlab se

traduce a la ejecución de un comando definido como “Delta = abs(Delta)” .

obtener el valor absoluto de
cada elemento del vector Menos

la media obtenida
Delta=abs(W_Ord(i-n)-Zetha)

Quedan valores
 dentro del 

vector W_Ord?

(i-n)representa la posicion
actual de cada uno de los

valores del vector

si

no
B C

Figura 3.4: Sección 3 del diagrama WOS donde se cumple la Ec. (2.2) .

Con referencia a implementación de la Eq.(2.3) se aplica la misma lógica que fue

considerada para la Eq. (2.2), ya que ambas deben recorrer su respectivo vector; sin em-

bargo, ahora en esta ecuación es necesario recorrer el vector “Delta” con la finalidad de

poder realizar una sumatoria de cuadrados de cada uno de sus valores almacenados. El

resultado de la sumatoria es almacenado en la variable “Epsilon”. Como puede obser-

varse, los nombres elegidos para alojar los resultados computados están asociados a las

etiquetas, o nombres, definidos en las diversas ecuaciones.

En la Fig. 3.5 se presenta el procedimiento asociado a la implementación de la Eq.

(2.4) y que está relacionado al cálculo del valor absoluto de la diferencia entre los datos

a priori almacenados en el vector “M” y la sumatoria resultante alojada en la variable

“Epsilon”. El resultado de este cálculo es almacenado en la variable “Rho”.

Hasta ahora, queda el obtener la distancia euclidiana del vector “Rho”. En este punto
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elevamos cada resultado obtenido
de la resta al cuadrado y

realizamos la sumatoria de los
mismos

Epsilon=Epsilon(i-n)+Delta^2

Quedan valores 
dentro del vector Épsilon por

sumar?

si

no

C

D

Figura 3.5: Sección 4 del diagrama WOS donde se cumple la Ec. (2.3).

Obtenemos el valor absoluto de la diferencia
entre los datos a priori y la sumatoria epsilon

Rho= abs(M - Epsilon);

Quedan valores por
evaluar?

si

no

D

E

Figura 3.6: Sección 5 del diagrama WOS donde se cumple la Ec. (2.4).

se debe ser precavido, ya que el resultado dependerá completamente del criterio consi-

derado por el usuario, o mejor dicho, la configuración del dispositivo. El paso siguiente

es presentado en la Fig. 3.7, el cual utiliza una lógica para obtener los valores mínimos.

Para ello es necesario considerar el vector del paso previo y compararlo con las clases,
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con la finalidad de obtener la posición del valor mínimo del vector “Rho”.

Para ello se utiliza el comando “min (vector a evaluar)”, el cual obtiene el valor mínimo

en un vector, posterior a ello es necesario utilizar el comando de comparación switch

con la finalidad de evaluar y comparar cada uno de ellos con los datos a priori. Así,

el que esté más cercano al valor mínimo almacenado en “Rho” sera la posición que

obtendrá en la clasificación. Este resultado puede ser almacenado en un vector para

poder ser graficado y visualizado. Como ejemplo de este método de programación se

puede analizar el Anexo A de este documento el cual es un ejemplo de código aplicado

en Matlab siguiendo las instrucciones del diagrama de flujo que se observa en la Fig. 3.1.

el mínimo de Rho para
saber cual fue la variación

(distancia euclidiana)
variacion= min(Rho)

Comparamos con las diferentes clases
aplicando la técnica que el usuario decida

(if, switch, etc):
Switch (variacion>clases(C))

Almacenamos resultados
en un vector de tamaño

indefinido para su
apreciacion

E

F

Figura 3.7: Sección 6 donde podemos observar un método de como llevar a cabo la

realización de la clasificación.

3.2. Diseño del algoritmo DPMS basado en filtrado de Kal-

man

Para el diseño del algoritmo se ha propuesto el diagrama de flujo que se presenta en

la Fig. (3.8), el cual ha sido dividido en secciones para una mejor explicación.

La sección 1 del algoritmo se aprecia en la Fig. 3.9, el cual representa el inicio del

algoritmo. Como puede observarse, en esta sección también se definen los valores de

entrada.

Posterior a ello, se continúa con la sección 2 que se presenta en la Fig. 3.10. Esta

sección recibe los datos a analizar y obtiene las métricas necesarias para poder operar.
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Inicio

Adquirimos datos analizados por el
disposi�vo.

Declaramos Variables
constantes, estas son

definidas por los
parámetros de los

dispositivos, ejemplo:
Fxk=1;
H=1;

Eqk=0;
Erk=0;
xk=59;
r=0;

Declaramos el valor inicial de la
prediccion (este debe ser un valor muy

grande)
Pk=10000;

Extraemos el grupo de datos a evaluar,de la
matriz de datos analizados por el disposi�vo
Yk=Datos.VarName1;

Obtenemos tamaño del vector resultante Yk
tam=size(Yk);

for
i=1:tam(1,1)

Aplicamos las 3 ecuaciones para
actualizar el valor de la prediccion.
1.- Pk+1 = Pk - Kk*H*Pk + Qk
2.- Xk = Pk*H*[R+H*Pk*H]^(-1)

3.- Xk+1= Xgk + Kk*(yk -ykg)

Almacenamos valor resultante de Xk
Xksav(i)=xk;

Actualizamos valor de prediccion
Pk= Pk+1

Quedan valores por
recorrer?

Declaramos las clases para comparar,
ejemplo:
c1=57;
c2=62;
c3=67;
c4=72;
c5=77;

Abrimos un ciclo en el cual
recorreremos todo el vector Xksav

donde se almacenaron los valores y en
este punto, aplicaremos la clasificacion

que el usuario decida para obtener el
grado de las clases que el sistema

predijo, puede ser if anidados, otro
ciclo con in switch, etc.

Este for esta diseñado para
recorrer todo el vector de datos

Almacenamos valores resultantes de la
clasificacion en un vector de tamaño

variable, ejemplo:
NivSleepResKAL(j)=5;

Graficamos resultados

si

no

A

B

C

D

Figura 3.8: Diagrama de flujo de algoritmo Kalman implementado.

Cabe mencionar que los nombres seleccionados para las variables y las constantes fueron

pensadas con base a las variables que se utilizan en la sección 2.3 de este documento.

En la sección 2 se define en la variable “tam” la cual es la encargada de almacenar el

tamaño total del vector o matriz entrante.

La sección 3 es la encargada de realizar el procedimiento mas importante del algo-

ritmo. En esta sección se implementan las Eqs. (2.11), (2.12) y (2.13) (en ese mismo

orden). Así, este ciclo del algoritmo utiliza las 3 ecuaciones para generar, o realizar una

predicción, del siguiente valor entrante tomando en cuenta el valor actual comparándolo

con su predicción. Posterior a ello, se realiza un reajuste de sus valores para generar una

nueva predicción del siguiente valor a ingresar. El resultado de esta predicción se alma-

cena en el vector “Xksav”, el cual es de tamaño dinámico, para posteriormente actualizar
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Inicio

Declaramos Variables
constantes, estas son

definidas por los
parámetros de los

dispositivos, ejemplo:
Fxk=1;
H=1;

Eqk=0;
Erk=0;
xk=59;
r=0;

A

Figura 3.9: Sección 1 del diagrama de Kalman donde se define los valores constantes.

el valor de la predicción del siguiente numero (variable “Pk”) y repitiendo este mismo ci-

clo. Recorriendo todos los datos ingresados, se podrá ir obteniendo las predicciones de

todos los valores de entrada. Todo este procedimiento se puede apreciar en la Fig. 3.11.

La sección 4 definida para este algoritmo puede apreciarse en la Fig. 3.12. En esta

sección se definen las clases para evaluar el estado errático de los valores analizados.

Estas clases como se mencionó en el algoritmo de WOS, se definen completamente por

el programador, de allí se realiza una comparación de cercanía de los datos, utilizando

comparadores de ciclo FOR, SWITCH, IF, etc.

El resultado generados serán los que el nodo sensor recibirá para saber cuando de-

bería enviar su siguiente dato de análisis. Los resultados de las clasificaciones (o clases

como se define en algunos algoritmos) obtenidas se almacenan en un vector de tamaño

dinámico llamado “NivSleepResKAL”, con la cual se puede generar, u obtener, una grá-

fica con el objetivo de poder apreciar la predicción del comportamiento errático de los

datos tomando en cuenta las clasificaciones definidas para el análisis.

34



Universidad Autónoma del Estado de Quintana Roo

Adquirimos datos analizados por el
disposi�vo.

Declaramos el valor inicial de la
prediccion (este debe ser un valor muy

grande)
Pk=10000;

Extraemos el grupo de datos a evaluar,de la
matriz de datos analizados por el disposi�vo
Yk=Datos.VarName1;

Obtenemos tamaño del vector resultante Yk
tam=size(Yk);

A

D

B

Figura 3.10: Sección 2 del diagrama de Kalman para la implementación del DPMS

Al igual que con el Algoritmo WOS, el algoritmo DPMS basado en Kalman fue dise-

ñando en la herramienta de cómputo científico Matlab. El código propuesto tiene como

base los cálculos matemáticos de algoritmo de Kalman explicados en la Sección 2.3. Los

datos utilizados para probar la funcionalidad de dicho algoritmo son los mismos datos de

medición de temperatura utilizados en la elaboración del primer algoritmo (WOS). Adicio-

nalmente, el algoritmo de Kalman propuesto toma en cuenta el porcentaje de carga de

la batería (considerando 0% al 100% de carga). El código resultante se puede encontrar

en el Anexo B al final de este documento.

3.3. Diseño del algoritmo DPMS basado en redes neurona-

les

Para el diseño del algoritmo de la red neuronal se utilizó de nueva cuenta la herra-

mienta Matlab (versión 2018a), la cual cuenta con múltiples herramientas que permiten
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for
i=1:tam(1,1)

Aplicamos las 3 ecuaciones para
actualizar el valor de la prediccion.
1.- Pk+1 = Pk - Kk*H*Pk + Qk
2.- Xk = Pk*H*[R+H*Pk*H]^(-1)

3.- Xk+1= Xgk + Kk*(yk -ykg)

Almacenamos valor resultante de Xk
Xksav(i)=xk;

Actualizamos valor de prediccion
Pk= Pk+1

Quedan valores por
recorrer?

Este for esta diseñado para
recorrer todo el vector de datos

si

no

B

C

Figura 3.11: Sección 3 del diagrama de Kalman.

Declaramos las clases para comparar,
ejemplo:
c1=57;
c2=62;
c3=67;
c4=72;
c5=77;

Abrimos un ciclo en el cual
recorreremos todo el vector Xksav

donde se almacenaron los valores y en
este punto, aplicaremos la clasificacion

que el usuario decida para obtener el
grado de las clases que el sistema

predijo, puede ser if anidados, otro
ciclo con in switch, etc.

Almacenamos valores resultantes de la
clasificacion en un vector de tamaño

variable, ejemplo:
NivSleepResKAL(j)=5;

Graficamos resultados

C

D

Figura 3.12: Sección 4 del diagrama de Kalman.

al usuario diseñar redes neuronales. Matlab también permite tener acceso al código pa-

ra modificarlas y crear redes mas complejas. Una de estas herramientas disponibles es

Neural Net Fitting (NNF) (ver Fig.3.13).

La aplicación de redes neuronales NFF permite introducir datos de entrada y salida a

relacionar en la red neuronal. Se debe tomaren cuenta que ambos vectores de datos de-

ben tener las mismas dimensiones. NFF permite elegir el porcentaje de datos que utilizará

del total de datos para las fases de training, validation y test de la red neuronal. También,

permite elegir el numero de neuronas que tendrá la capa de entrada donde se realizará
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Figura 3.13: Vista de herramientas de Matlab disponibles para su uso en redes neu-

ronales.

la función de transferencia. Además, es posible elegir el método de entrenamiento que,

para nuestro caso ha sido ha sido la retro propagación de Levenberg-Marquardt. Una vez

realizado lo anterior, es posible dar paso al entrenamiento de la red neuronal. Un ejemplo

de la pantalla de entrenamiento de la herramienta NFF se puede apreciar en la fig. 3.14 .

Figura 3.14: Ventana de entrenamiento de la aplicacion Neural Net Fitting.

Una vez realizado el entrenamiento, se tendrá una pestaña donde será posible visua-

lizar los resultados, y a través de ella, elegir las gráficas a analizar (ver el recuadro plots

de la fig. 3.15).

También es posible generar un código programable (utilizable en linea de comandos
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Figura 3.15: Ventana de control de la red ya entrenada.

de Matlab u otro dispositivo) relacionado a la red neuronal entrenada y ser utilizada en un

sistema-microcontrolador con capacidad para ejecutar una versión de Matlab portable;

por ejemplo, dispositivos o sistemas Raspberry).

Para nuestro caso, es necesario generar tanto el archivo script como el de la función de

la red neuronal ya entrenada. Lo anterior, genera una ultima ventana en la herramienta

NNF la cual tiene 4 opciones. Sin embargo, solo se seleccionarán las primeras 2 (ver

recuadro rojo de la fig. 3.16).

Ya que la red neuronal ha sido entrenada, es posible realizar un diagrama de nuestra

red propuesta (ver la fig. 3.17). Para ello, debemos reflejar los datos de entrada, neuro-

nas, dimensión de los pesos calculados.

Para que la red neuronal pueda ser programada en un microprocesador, la ecuación li-

neal ec. (3.1) debe ser desarrollada en el sistema microprocesador utilizando el resultado

de las métricas obtenidas tras el entrenamiento.

En este sentido, ec. (3.1) representa la evaluación de la primera capa de la red neu-
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Figura 3.16: Ventana final de la herramienta de NNF.

Figura 3.17: Arquitectura de la red neuronal diseñada.

39

lnputLayer 
Matriz de 
entrada de 

Deploy Solutlon 
Gtrletltt dtp10yltlle Wff.lOM ol )'Out tflil'ltd Muftl l'le1WCrt. -i,.,~eMUfilndwort.b~twtthMATLABComp¡lttMCIBuñdcrtooiL 

Gtnen1te • MATlA8 fvnct,on \lr!th m.atrnc illw:I cel •rrl"J MQUmtnt suppon: 

CockW'M'f'Mlcwl 

Pt~e-ntvr,11 ftotfwcwt to, ~1 w.tn MAT\.A8(00tf IOOls. 

Gtl'ltflte I MATIAB fut'ICtlOl"lw,dl,tn1 -otllyJtQUMtl"lts (l'IO ctll ltf.-¡ tll4)pOt't): 

Simull'lk~t 

S«nui.1e neur.i nttwo,,tc III S..muhnlr:or dtployW1tlt SimullrltCodtf t,a,ch, 

Gfflffillte • S.rrdink d .. illlft 

........ 
GtMfttt 1 9fll)t'IIUII d!IO(IM Ol 1~ ntural ntfWOtl: 

Q 0cPoY•nnir.iMtwO,tio,~INc-111J. 

--;;;;;.. _ "];ñl "' w""""" 

. MATI.A9Functl0ft 

PESOS (IW1_ 1) 

MATRJZ DE 
TAMAÑO ( 2, 10) 

PESOS (LW2_ 1) 

MATRJZ DE 

EURO AS 10 

OUTPUT l.AYER 

FUNCION DE 
A TIVA ION 

LINEAL 

FUNCION DE 

ACTNACION 
TANSIC 

X 

OUTPUT 

VALORES YA 
EVALUADOS 

MATRJZ 

R.ESULTANTE O.E 
TAMAt-lO (1 , 103 0) 



CAPÍTULO 3. ETAPA DE DISEÑO

ronal, y la ec. (3.2) representa el segundo nivel de la red neuronal (salida):

 = n(1 ∗ h + 1∗ b1) (3.1)

y =2 ∗  + b2 (3.2)

donde W representa los costos, o pesos, que la red ha calculado para la predicción del

valor de salida por capa, b son los bias, h representa los datos de entrada y n representa

la función de activación definida para la capa en particular. En este caso, Matlab tiene

de forma predefinida operar la red neuronal con la función de activación tansigmoidal

(Hyperbolic tangent sigmoid activation function). Esta función (ver ec. (3.3)) toma una

matriz de vectores de entrada netos, y devuelve la matriz S-by-Q de los elementos de de

entrada con valores entre -1 y 1 [21]. La función tansigmoidal es definida como sigue:

tnsg(b) =
1

1 + e−2∗b
− 1 (3.3)

Para los datos de aprendizaje, se modificó el código de la propuesta del DPMS basado

en el filtrado de Kalman para convertirlo en una función, y con ello, realizar pruebas de

automatización con el código general de la red neuronal.

Posterior a ello, se realizó un cambio en cuanto automatización del código de la red

neuronal con el objetivo de hacer pruebas de carga rápida de datos. Lo anterior, con la

finalidad de evitar procesos innecesarios y optimizar el tiempo de trabajo del algoritmo,

el resultado de la primera prueba de aprendizaje puede apreciarse en la fig. 3.18.

Para extraer los valores de los pesos de cada neurona de la red neuronal mediante

Matlab, se utilizó la línea de comandos mediante el uso del comando, o función, "net".

Así mismo, se definieron las etiquetas o nombres ”IW1_1"para estar asociados los

pesos de las neuronas de la capa 1 y ”LW2_1"para los pesos de la capa de salida. Pa-

ra acceder a los pesos es necesario complementar el comando "netçon las etiquetas

asociados a los pesos. Por ejemplo, net.IW1_1, para el caso de la capa 1.

Una segunda manera de extraer los pesos es a partir de la misma herramienta NNF

utilizada para diseñar la red neuronal. Como se pudo observar en la Fig. 3.16, se puede

generar una función en Matlab, la cual es modificable por el diseñador de la red neuronal

una vez que conocemos los nombres de las variables en la forma que los genera el código
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Figura 3.18: Resultados de la clasificación de la prueba de la red neuronal.

proporcionado por Matlab (etiquetas de los pesos), ver Fig. 3.19 para observar los pesos

y bias definidos entre las lineas 26 y 32.

Figura 3.19: Ejemplo de programación de los pesos y bias obtenidos de la herramienta

NNF una vez entrenada la red neuronal.

Por otra parte se diseñó una red neuronal utilizando el método de aprendizaje K-nn

[20]. Para ello fue necesario realizar el entrenamiento de la red mediante la linea de
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CAPÍTULO 3. ETAPA DE DISEÑO

comandos de Matlab; es decir, actualmente Matlab no se dispone de una herramienta

flexible como NFF para K-nn. Los códigos asociados al diseño de la red neuronal basada

en K-nn se pueden consultar en el Anexo C de este documento. La razón del diseño de

esta nueva red fue con la finalidad de tener una red neuronal de referencia para ser

comparada con la red neuronal obtenida a través de la herramienta NNF.
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Capítulo 4

Etapa de Prueba

4.1. Resultados de prueba del algoritmo WOS

Para el testeo del algoritmo WOS, se utilizaron una serie de datos de medición de

ruido ambiental obtenidas de [19]. Cabe mencionar que el algoritmo diseñado guarda

automáticamente las gráficas generadas en imágenes en formato “.jpeg”. Las gráficas

resultantes de la evaluación del algoritmo DPMS basado en WOS se pueden observar en

la Fig. 4.1 y Fig. 4.2 :

4.2. Resultados de pruebas del algoritmo DPMS basado en

filtrado de Kalman.

Para el algoritmo de Kalman se utilizaron los mismos datos de medición de ruido, al

igual que en el algoritmo de WOS, éstas se almacenaron en formato .jpeg para poder ser

observadas con mas detalle, los resultados se pueden apreciar en las Fig. 4.3 y Fig. 4.4.

4.3. Resultados de pruebas del algoritmo DPMS basado en

redes neuronales

En cuanto al entrenamiento de la red neuronal se obtuvieron resultados satisfactorios,

ya que como se aprecia en la Fig. 4.5 el entrenamiento arroja solamente pequeños errores

de aproximación por décimas. De las magnitudes de los resultados, se comenta que la
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CAPÍTULO 4. ETAPA DE PRUEBA

Figura 4.1: Datos de entrada de medición de calor.

Figura 4.2: Clasificación realizada del algoritmo DPMS basada en WOS.
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Figura 4.3: Comparación entre los datos de entrada y la predicción de comportamien-

to realizada por el algoritmo de Kalman.

Figura 4.4: Resultados de la clasificación de variación de tiempos calculada por el

algoritmo.
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CAPÍTULO 4. ETAPA DE PRUEBA

parte entera es las más importante, por lo que aplicando un filtro el cual elimina las

decimales sobrantes en los valores resultantes, se pueden alcanzar resultados con mejor

nivel de aproximación (ver Fig. 4.6). En dicha figura, se puede observar que el error

resultante es mínimo.

Figura 4.5: Resultado de la predicción tomando en cuenta las decimales.

Con respecto al código diseñado utilizando la herramienta NNF (para la cual se eligió

el método de entrenamiento como la retro propagación de Levenberg-Marquardt, LM),

los resultados de los entrenamientos fueron muy favorables resultando tasas de error

menores al 1%. Los resultados se pueden apreciar en las Figs. 4.7 y 4.8.

Para poder apreciar mejor la precisión de los valores, se puede observar la Fig. 4.9. El

resultado de la predicción de la red neuronal tomando solo los valores enteros con una

vista mas ampliada.

A partir de lo anterior, se pudieron obtener los valores de costos (o pesos) para pro-

gramar en el microcontrolador, para la capa 1 se se los pesos presentaos en la Tabla 4.2,

en la cual se ve que los costos de las neuronas coinciden con el numero de neuronas de

la capa y con la cantidad de valores de entrada. De igual manera, fue posible obtener los
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Figura 4.6: Resultado de la predicción solo tomando valores enteros necesarios.

valores de la matriz de bias para la capa 1, las cuales se pueden observar en la Tabla 4.1.

Neurona valor de la Bia

1 -4.6485565971597013757

2 -2.2699133412895724504

3 -1.8438692519015336124

4 1.6706727530765699274

5 2.0698770025404251705

6 -0.022571128997700737329

7 -1.8364442120050032958

8 -1.0802860344625719868

9 3.9723175581858565231

10 -3.78338656059072731

Tabla 4.1: Bias de la capa 1 de la red neuronal.
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CAPÍTULO 4. ETAPA DE PRUEBA

Figura 4.7: Resultados de la gradiente calculada por el algoritmo implementando LM.

Al igual que con la capa 1, en la capa 2 podemos encontrar valores de costos y bias, los

resultados arrojados por el entrenamiento de la red neuronal para dicha capa se pueden

apreciar en las Tablas 4.3 y 4.4, hay que mencionar, que en la capa 2 únicamente se

cuenta con 1 neurona, por lo que los datos de costos y bias en tamaño comparado con

la capa 1 se reducen. Así mismo, para que la multiplicación entre matrices sea posible,

la forma de almacenar los valores de la capa 2 cambio a un vector de tipo fila.

Ahora tomando en cuenta lo mencionado en las ecuaciones (3.1), (3.2) y (3.3), éstas

se puede programar en el microcontrolador únicamente 2 lineas de código que repre-

sentan las 2 capas de la red neuronal para poder generar una predicción rápida y con el

menor costo computacional posible, las ecuaciones resultantes son Eq. (4.1) y Eq. (4.2).
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Figura 4.8: Histograma de errores evaluados en el algoritmo utilizando LM.

Figura 4.9: Vista ampliada de los resultados únicamente tomando los valores enteros

necesarios.

 = tnsg(1 ∗ h + 1∗ b1) =
1

1 + e−2∗(1∗h+1∗b1)
− 1 (4.1)

y =2 ∗  + b2 (4.2)
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CAPÍTULO 4. ETAPA DE PRUEBA

Neurona Columna 1 Columna 2

1 4.484034202874497 0.456078755642162

2 4.511963828131733 -3.11351147551946

3 2.827837323011379 1.27729794191363

4 -1.39024611262362 2.64893302302475

5 -2.32144492394955 2.92444449475657

6 -2.53425161634025 -1.97702972373176

7 -2.78443505414407 -1.59278517819633

8 -2.13596960433773 1.48813912293402

9 4.32389503506352 -0.100497847976193

10 -3.36856339911641 -1.20970281580107

Tabla 4.2: Pesos (o costos) de la capa 1 de la red neuronal.

Neurona Valores de las Bias

1 -0.20527161931227747016

Tabla 4.3: Bias de la capa 2 de la red neuronal.

En el caso de la Eq. (4.2), la cual representa la función de activación de la capa 2,

dicha función es únicamente lineal, por lo que solo toma los valores resultantes de la eq.

(4.1). Además, los valores de 1 son tomados de la Tabla 4.2 y los valores de b1 son

tomados de la Tabla 4.1, por lo que la forma de programarlas en el microcontrolador, ya

sea en formato de matrices o de Tablas, dependerá del lenguaje del microprocesador a

utilizar. Por otra parte, los valores de 2 y b2 correspondientes a la capa 2 son tomados

de las Tablas 4.4 y 4.3 respectivamente; y al igual que sus semejantes de la capa 1.
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Fila Neurona 1

1 -0.802214568145753

2 0.286939579534737

3 0.417403930097405

4 -0.819690256770354

5 0.707967552709661

6 -0.275710964869178

7 -0.375530146002106

8 0.452894829257385

9 -0.412098234354104

10 -0.730845186065644

Tabla 4.4: Pesos (o costos) de la capa 2 de la red neuronal.
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Capítulo 5

Conclusiones

En la elaboración de la tesis se abordó el problema del alto consumo energético en

nodos sensores de red cuando no disponen de estrategias de administración de energía

en dichos nodos. Así mismo, el no contar con técnicas DPMS optimizadas en los nodos

de red ocasionará de forma constante, que las fuentes de almacenamiento de energía

sean cambiadas (o desechadas), impactando de forma negativa en el ambiente. Una

forma de mitigar el impacto ambiental es utilizar técnicas novedosas de cosecha de

energía para energizar los nodos sensores de red como. Las técnicas de cosecha de

energía más comunes están basadas en el uso de paneles fotovoltaicos, dispositivos

de radiofrecuencia, dispositivos TEG, entre otros. Sin embargo, tales técnicas necesitan

apoyarse de estrategias DPMS que contribuyan al uso eficiente de la energía por parte

del nodo sensor, y con ello, garantizar la operación ininterrumpida de los mismos.

Durante el transcurso de este trabajo se elaboraron 3 propuestas de algoritmos para

su uso como estrategias DPMS: a) algoritmo WOS, b) algoritmo basado en el Filtrado de

Kalman, y finalmente, c) algoritmo basado en Redes neuronales (ANN).

Los 3 algoritmos implementados han demostrado ser capaces de realizar las clasifica-

ciones para el control de tiempo de sueño de los dispositivos de manera eficiente, por lo

que gracias a eso pueden ser implementados en WSN, o dispositivos IoT, para optimizar

el consumo energético de los mismos reduciendo el impacto que genere un desgaste en

las baterías de los nodos sensores de red.

Así, el implementar DPMS eficientes impactará de manera positiva en los costos por

mantenimiento, reemplazo de pilas, y desecho de pilas desgastadas en los nodos senso-

res de red. Lo anterior contribuirá a mitigar el impacto ambiental, ya que al prolongar la
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vida útil de las fuentes de almacenamiento de energía, el mantenimiento y reemplazo de

las mismas también se prolongará.

Finalmente comento que, de forma muy personal, que este proyecto me ha dejado

un gran aprendizaje en el área de estrategias de administración energética en nodos

sensores de red. Específicamente, me permitió contribuir en la implementación de tres

técnicas DPMS, las cuales fueron presentadas analíticamente y probadas a través de

herramientas de cómputo científico como MATLAB. De manera adicional, en cuanto ha-

bilidades adquiridas, este trabajo permitió que mis conocimientos sobre programación

se expandieran, al abarcar implementaciones basadas en funciones objetivo, así como,

comprender y entender el impacto de las métricas elegidas para la mejora de los DPMS

a desarrollar. También, se observó acorde al estado del arte estudiado, una tendencia al

uso de métodos de predicción basados en el aprendizaje de las IA’s (incluso este trabajo

se presenta una técnica basada en IA); sin embargo, este tipo de propuestas deben ser

estudiadas a detalle en cuanto a complejidad computacional, dado que, pueden impactar

en el consumo energético perdiéndose el objetivo del por que fueron propuestos.
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Apéndice A

Anexos

A.0.1. Anexo A: Códigos generado en Matlab para el algoritmo WOS.

clc;

clear all;

close all;

%ejemplo de algoritmo de kallman

%declaramos variables de tiempo de sue o Tsleep

C1=5;

C2=10;

C3=15;

C4=20;

C5=25;

%Para este ejemplo, se utilizaran los valores proporcionados por los

%docentees, los cuales son nombrados como Dat1 y Dat2, los cuales se

cargan

%a continuacion

Datos=load('Dat1.mat');

tamMuestra=size(Datos.VarName1);

%Declaramos informacion a priori

M=[min(Datos.VarName1) min(Datos.VarName1)+(6.4275*1) min(Datos.VarName1)

+(6.4275*2) min(Datos.VarName1)+(6.4275*3) max(Datos.VarName1)];

%aplicamos algoritmo de kallman

55



APÉNDICE A. ANEXOS

%%

%calculamos la media de los tramos de 5 valores

cont=1;

band=1;

dat=1;

postslep=1;

while band == 1

RecMuestra=dat;

if RecMuestra>(tamMuestra(1,1)-10)

break

end

for i=1:5

%Calculamos MCU

%Extraemos valores de muestra

vectmediana(i)=Datos.VarName1(RecMuestra);

%ordenamos los valores de muestra

vectmediana=sort(vectmediana);

%obtenemos la mediana

Mediana=median(vectmediana);

%ste contador nos permite extraer el siguiente valor del conjunto

%de muestras

RecMuestra=RecMuestra+1;

end

%una ves teniendo la mediana se procede a obtener el valor absoluto de

%cada elemento del vector Menos la media obtenida

for j=1:5

Deltai(j)=abs(vectmediana(j)-Mediana);

end

%ahora elevamos cada resultado obtenido de la resta al cuadrado y

%realizamos la sumatoria de los mismos

Epsiloni=0;

for j=1:5
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Epsiloni=Epsiloni+Deltai(j)^2;

end

%Ahora Obtenemos el valor absoluto de la diferencia entre los datos a

priori y la sumatoria

%obtenida previamente

for k=1:5

Rho(k)= abs(M(k) - Epsiloni);

end

%obtenemos el minimo de Rho para saber cual fue la variacion que se

%tiene de minima media o maxima y obtenemos su posicion en el vector

Minimo=min(Rho);

%declaramos una bandera para un ciclo comparador

bandcomp=0;

contrec=0;

while bandcomp == 0

contrec=contrec+1;

if(Minimo)==Rho(contrec)

bandcomp=1;

end

end

%ahora definimos en base al minimo el tiempo de sue o que tendra

switch contrec

case 1 %este define minima variacion

dat=dat+C5;

case 2 %este define media variacion

dat=dat+C4;

case 3 %este define Alta variacion

dat=dat+C3;

case 4 %este define Alta variacion

dat=dat+C2;

case 5 %este define Alta variacion

dat=dat+C1;
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end

%creamos un vector que almacene las variaciones

tslepsWOS(postslep)=contrec;

postslep=postslep+1;

end

fig=figure (1);

hold on

%plot(tsleps,'LineWidth',1.5,'Marker','*')

title('Resultados algoritmo WOS')

bar(tslepsWOS,'FaceColor',[0 .5 .5],'EdgeColor',[0 .9 .9])

ylim([0.5 5.5]);

xlabel('Conteo de analisis')

ylabel('Nivel de variacion de datos')

hold off

grid on;

saveas(fig,'ResultadoVariacionWOS.jpeg');

fig= figure (2);

hold on

plot(Datos.VarName1,'color','r','LineWidth',1.5,'Marker','*')

hold off

xlabel('Numero de muestras')

ylabel('Nivel de ruido (DB)')

grid on;

saveas(fig,'DatosdeAnalisisWOS.jpeg');
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A.0.2. Anexo B: Códigos generado en Matlab para el algoritmo de Kal-

man.

clc;

clear all;

close all;

%ejemplo de algoritmo de kallman

%Declaramos Variables iniciales

Q=1;

R=1;

q=0;

r=0;

%Para este ejemplo, se utilizaran los valores proporcionados por los

%docentees, los cuales son nombrados como Dat1 y Dat2, los cuales se

cargan

%a continuacion

Datos=load('Dat1.mat');

tamMuestra=size(Datos.VarName1);

%% Ejecuta Seccion de ciclo de Algoritmo

%declaramos variables de datos

%F y H valen 1 porque unicamente medimos una se al , si fueran ams

se ales el

%valor cambia, convirtiendose en una matriz

Fxk=1;

H=1;

Eqk=0;

Erk=0;

xk=59;

%declaramos las ecuaciones iniciales

%yk=H*xk+r;

%declaramos los valores de la ganancia;

%EkqkT=R;
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%yk es el crudo de los datos de medicion

%xk es el valor inicial con el que recalculara el ciclo

%Asignamos el vector de datos a analizar

Pk=10000;

Yk=Datos.VarName1;

%iniciamos el ciclo;

tam=size(Yk);

for i=1:tam(1,1)

%P k+1 = Pk - Kk*H*Pk + Qk

%Kk = Pk*H*[R+H*Pk*H]^(-1)

%Xg k+1= Xgk + Kk*(yk -ykg)

%Gk=Pk*H*(H*Pk*H+R);

Gk=Pk*H*(H*Pk*H+R)^(-1);% error Oscar

%almacenamos el resultado del valor para el tiempo de sue?o

pGK(i)=Gk;

xk=xk+Gk*(Yk(i)-H*xk);

Xksav(i)=xk;

pxk(i)=xk;

Pk=Pk;%-Pk*Gk*H; %%% Conflico con ecs (7,10)

% Para valores de Pk grandes estima mejor

end

fig=figure (1);

hold on;

plot(pxk,'LineWidth',2,'Marker','*','DisplayName','Prediccion')

plot (Yk,'DisplayName','Valor original','Marker','+','DisplayName','Datos

Originales');

xlabel('Muestra');

ylabel('Nivel de ruido (DB)');

legend

grid on;

saveas(fig,'DatosComparativoKalman.jpeg');
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A.0.3. Anexo C: Códigos generado en Matlab para el algoritmo de la

Red Neuronal utilizando K-nn.

Algoritmo Kalman modificado para trabajar con la red neuronal.

function [w,pwm] = FNCKalman(Datos)

ym = [Datos];;

dym = length(ym);

y1 = zeros(dym,1); y1(1)=10; x = zeros(dym,1);

xg = zeros(dym,1); xg(1)=59; xg(2)=59; xgm = zeros(dym,1); xgm(1)=0;

Pk = zeros(dym,1); Pk(1)=0; Pm = zeros(dym,1);

Pm(1)=1000;

Gk = zeros(dym,1); Gk(1)=0; w = zeros(dym,1); w(1)=0;

%%%% Salida digital

pwm = zeros(dym,1); pwm(1)=0;

%%%%%%%%%%%%%

G1=1; F=1; H = 1; R=1;

for j=2:1:dym

x(j+1) = x(j) + G1.* ym(j) ;

xgm(j) = F*xgm(j-1);

y1(j) = H*ym(j);

Pm(j) = F*Pm(j-1)*F + 0;

Gk(j) = Pm(j)*H*(H*Pm(j)*H+R)^(-1);

xg(j+1) = xgm(j)+Gk(j)*(y1(j)-H*xgm(j));

%%% %%% El segundo integra la condicion de la entrada...

w(j+1) = w(j)+Gk(j)*(y1(j)-w(j));

%%%%% Genera PWM a partir de la variable estimada w

if (w(j) >= 0) & (w(j) <= 50)

pwm(j) = 0;

elseif (w(j) > 50) & (w(j) <= 60)

pwm(j) = 1;
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elseif (w(j) > 60) & (w(j) <= 65)

pwm(j) = 2;

elseif (w(j) > 65) & (w(j) <= 70)

pwm(j) = 3;

elseif (w(j)> 70) & (w(j)<= 75)

pwm(j) = 4;

else

pwm(j) = 5;

end

end

end
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Codigo de red neuronal aplicando entrenamiento K-nn utilizando los datos mo-

dificados del codigo del algoritmo Kalman mencionado en el Anexo C.

% Ej NN Usa valores de NN8GBjul21 w (salida del Filtro de

% Kalman) y pwm (selector)

%clear all; clc; close all;

%[ax,ay] = bodyfat_dataset;

Datos=load('Dat1.mat');

%%

x=(Datos.VarName1);

[ax,ay] = FNCKalman(x);

p = cvpartition(1070,'HoldOut',0.4);

itrain = p.training; %%% indice dataset

itest = p.test; %%% indice prueba

Xtrain = ax(itrain,:); %%%% solo los de la particion para entrenar

ytrain = ay(itrain); %%%% solo los de la particion para entrenar

Xtest = ax(itest,:); %%%% %%%% solo los de la particion para prueba

ytest = ay(itest); %%%% solo los de la particion para prueba

%model1 = fitcnb(Xtrain,ytrain) %%% entrenamiento de red, con datos de

entrenamiento

model2 = fitcknn(Xtrain,ytrain);

% Fit k-nearest neighbor classifier

yhat = model2.predict(Xtest); %%% predicci n de salida con los datos de

preueba

%plotconfusionchart(categorical(ytest),categorical(yhat)) % muestra los

porcentajes de exactitud de clasificaci n y error.

%%% confusionchart

fig=figure (1);
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plot(yhat,'DisplayName','Prediccion con los datos de prueba','LineWidth'

,2)

hold on

title('Resultados algoritmo Red Neuronal')

plot(ytest,'DisplayName','Datos de prueba');

legend

xlabel('Numero de muestras');

ylabel('Resultados de prediccion');

ylim([0 5.5])

saveas(fig,'ResultadosRedNeuronalTest.jpeg');
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A.0.4. Anexo D: Códigos generado en Matlab para el algoritmo de la

Red Neuronal utilizando NNF.

%% Fase 1 evaliuacion de datos de prueba

clc;

clear all;

close all;

%ejemplo de algoritmo de kallman

%Declaramos Variables iniciales

Q=1;

R=1;

q=0;

r=0;

%Para este ejemplo, se utilizaran los valores proporcionados por los

%docentees, los cuales son nombrados como Dat1 y Dat2, los cuales se

cargan

%a continuacion

Datos=load('Dat1.mat');

tamMuestra=size(Datos.VarName1);

%% Ejecuta Seccion de ciclo de Algoritmo

%declaramos variables de datos

%F y H valen 1 porque unicamente medimos una se al , si fueran ams

se ales el

%valor cambia, convirtiendose en una matriz

Fxk=1;

H=1;

Eqk=0;

Erk=0;

xk=59;

%declaramos las ecuaciones iniciales

%yk=H*xk+r;

%declaramos los valores de la ganancia;
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%EkqkT=R;

%yk es el crudo de los datos de medicion

%xk es el valor inicial con el que recalculara el ciclo

%Asignamos el vector de datos a analizar

Pk=10000;

Yk=Datos.VarName1;

%iniciamos el ciclo;

tam=size(Yk);

for i=1:tam(1,1)

%P k+1 = Pk - Kk*H*Pk + Qk

%Kk = Pk*H*[R+H*Pk*H]^(-1)

%Xg k+1= Xgk + Kk*(yk -ykg)

%Gk=Pk*H*(H*Pk*H+R);

Gk=Pk*H*(H*Pk*H+R)^(-1);% error Oscar

%almacenamos el resultado del valor para el tiempo de sue?o

pGK(i)=Gk;

xk=xk+Gk*(Yk(i)-H*xk);

Xksav(i)=xk;

pxk(i)=xk;

Pk=Pk;%-Pk*Gk*H; %%% Conflico con ecs (7,10)

% Para valores de Pk grandes estima mejor

end

fig=figure (1);

hold on;

plot(pxk,'LineWidth',2,'Marker','*','DisplayName','Prediccion')

plot (Yk,'DisplayName','Valor original','Marker','+','DisplayName','Datos

Originales');

xlabel('Muestra');

ylabel('Nivel de ruido (DB)');

legend

grid on;

saveas(fig,'DatosComparativoKalman.jpeg');
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%% Seccion para evaluar los datos

%Definimos clases

c1=57;

c2=62;

c3=67;

c4=72;

c5=77;

%obtenemos clasificacion para los tiempos

ykres2(:,1)=Yk;

ykres2(:,2)=randi([0 100],1070,1);

for j=1:tam(1,1)

if (((Xksav(j)>= c1) && (Xksav(j) < c2)) || ((ykres2(j,2)>=0))&&(

ykres2(j,2)<=20))%Clasifica en nivel 1 (minimo)

NivSleepResKAL(j)=1;

end

if (((Xksav(j)>= c2) && (Xksav(j) < c3)) || ((ykres2(j,2)>20))&&(

ykres2(j,2)<=40))%Clasifica en nivel 2

NivSleepResKAL(j)=2;

end

if (((Xksav(j)>= c3) && (Xksav(j) < c4)) || ((ykres2(j,2)>40))&&(

ykres2(j,2)<=60))%Clasifica en nivel 3

NivSleepResKAL(j)=3;

end

if (((Xksav(j)>= c4) && (Xksav(j) < c5)) || ((ykres2(j,2)>60))&&(

ykres2(j,2)<=80))%Clasifica en nivel 4

NivSleepResKAL(j)=4;

end

if ((Xksav(j)>= c5) || ((ykres2(j,2)>80))&&(ykres2(j,2)<=100))%

Clasifica en nivel 5 (maximo)

NivSleepResKAL(j)=5;

end
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end

fig=figure (2);

bar(NivSleepResKAL,'FaceColor',[0 .5 .5],'DisplayName','Variacion')

title('Resultados algoritmo Kalman')

ylim([0 6])

xlabel('Nunero de Muestra');

ylabel('Nivel de Variacion');

legend

grid on;

saveas(fig,'ResultadosKalman.jpeg');

ykres=transpose(NivSleepResKAL);

ykres2(:,1)=Yk;

ykres2(:,2)=randi([0 100],1070,1);

%% Ejemplo red neuronal basica

%Utilizamos para empezar el comando network, dicho comando funciona en

%matlab para crear la estructura de la red como tu la definas

%La informacion de funcionamiento de comandos en este ejemplo es

%directamente extraida de MathWorks

%net = network(numInputs,numLayers,biasConnect,inputConnect,layerConnect,

outputConnect)

%NumImputs=Canales de entrada a la red neuronal (Se debe tomar en cuenta

que pueden entrar multiples datos por un mismo canal)

%NumLayers=Numero de capas de la red neuronal

%biasConnect=Es una matriz la cual define en que capa va estar conectada

el

%bias

%inputConnect=Define en cual capa estara conectada la entrada de datos

%layerConnect=Define como van a estar las conexiones de las capas, esto se

%hace con una matriz, se hace con la matriz de 0 y 1 donde cada columna
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%y fila representan las capas y tu defines las conexiones entre ellas

%outputConnect=Defines en cual capa va estar conectada la salida

red=network(1,2,[1;0],[1;0],[0 0;1 0],[0 1]);

%tenemos que definir los parametros de la red para eso podemos mandar a

%llamar los comandos a la red especifica usando su nombre

%Para empezar debemos definir las funciones de transferencia de cada capa

red.layers{1}.transferFcn = 'logsig';%Esto define la funcion como una

sigmoidal

red.layers{2}.transferFcn = 'purelin';%Esto define la funcion de

transferencia como una recta pura

red.layers{1}.size=1;%Definimos los pesos por capas

red.layers{2}.size=2;

red.inputs{1}.size=1;

red.trainFcn= 'trainlm';

%Nota: El peso de la ultima capa es el mismo que el peso del output

view(red);
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